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基于离散小波包变换与胶囊生成对抗网络的
语音超分辨率算法

陈习坤，杨俊美
（华南理工大学电子与信息学院，广东广州 510640）

摘　要：　目前主流的语音超分辨率（Speech Super-Resolution，SSR）算法是使用卷积神经网络（Convolutional Neu⁃
ral Networks，CNN）把低分辨率（Low-Resolution，LR）语音信号转换为高分辨率（High-Resolution，HR）的语音信号 . 但只

使用普通的CNN所带来的效果通常比较平滑且缺少细节信息 . 生成对抗网络（Generative Adversarial Networks，GAN）
的引入可以很好地解决这一问题 . 此外，胶囊网络（Capsule Networks，CapsNet）可以将空间信息编码为特征，这样与

GAN结合可以更好地判断数据的真假 . 离散小波变换（Discrete Wavelet Transform，DWT）是一种正交多分辨分析的工

具，它在信号处理方面有很出色的表现 . 小波变换的一个扩展是离散小波包变换（Discrete Wavelet Packet Transform，

DWPT），它在某些应用中提供了更有效的信号分析 . 本文提出一种基于DWPT和胶囊生成对抗网络（CapsGAN）的SSR
网络架构Wavelet-SRGAN. 对比实验结果表明，本文所提的算法能以最少的参数实现与现有先进算法相当的性能 . 在

算法上有几个核心步骤：（1）在生成器网络中加入DWPT层；（2）在鉴别器上加入胶囊网络；（3）训练时加入小波损失 .
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Abstract:　 The currently popular algorithms of speech super-resolution (SSR) use convolutional neural networks 
(CNN) to transform the low-resolution (LR) speech signal into high-resolution (HR) speech signal.  However, the HR signal 
reconstructed from the ordinary CNN network is usually smooth and lack of details.  Generative adversarial networks 
(GAN) can effectively solve this problem and generate high-quality speech signal. In addition, capsule networks (CapsNet) 
can encode the spatial information into features, and the combination with GAN will effectively improve the ability of dis⁃
criminator.  Moreover, discrete wavelet transform (DWT) is a tool for orthogonal multi-resolution analysis, which has excel⁃
lent performance in signal processing. An extension of DWT is discrete wavelet packet transform (DWPT), which provides 
more efficient signal analysis in many applications.  Based on the above mentioned DWPT and capsule generative adversari⁃
al networks (CapsGAN), we propose an SSR network architecture in this paper, named as Wavelet-SRGAN.  Comparative 
experiment results show that the proposed Wavelet-SRGAN can achieve comparable performance against current state-of-
the-art methods with the least amount of parameters. The key steps and main contributions of our algorithm are as fol⁃
lows: (1) adding a DWPT layer to the generator networks; (2) imbedding a capsule network in the discriminator; (3) addi⁃
tional wavelet loss is considered in the training process.
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1　引言

一般语音信号采样是以 8 kHz为采样频率，按照国

际标准 ITU-T Rec.G.711［1］，分别采用 α律和 μ律PCM编

码律对采样进行量化，得到的比特率为 64 kb/s. 如果在

高压缩比下使用感知音频编码器，传输信道中会出现

宽度限制 . 例如，MP3已经成为非常流行的语音存储和

传输格式 . 感知音频编码器以较低的分辨率存储信号

信息，从而实现了较高的编码效率，但是这仅对人类听

觉系统而言较好 . MP3方案在实施时，信号中引入大量

失真，而这失真的频谱信息是听不见的 . 现在对于非常

高的压缩比或者非常低的比特率，编码算法无法将所

有失真保持在全带宽信号的屏蔽阈值以下 . 通常在高

频部分减少带宽，可以为带宽受限的信号实现指定的

比特率 . 这样严格限制了采样频率除去高频成分得到

的语音信号，与自然语音相比质量明显下降 . 这样高频

信息丢失的语音信号降低了语音的透明度和清晰度，

从而给听众带来低沉的听觉感受，造成较差的体验 .
SSR 是将语音从低分辨率转换为高分辨率的任务 . 在

数字信号处理文献中，它也被称为人工带宽扩展（Arti⁃
ficial Bandwidth Extension，ABE）、采样率转换（Sample-

Rate Conversion，SRC）或重采样（Resampling）. SSR是改

变离散信号的采样率以获得相同底层连续信号的新的

离散表示的过程 . 更高的采样率包含更丰富的信息，因

为更大的频率范围可以在数据中表示 . 大多数如音乐

和电影的多媒体应用程序，都使用最高分辨率的语音，

因为它们捕获了各种乐器的更高层次的细节和纹理 .
目前而言，大多数 SSR 和 ABE 算法都是围绕语音

信号将 8 kHz采样信号转化为 16 kHz的信号，使用的是

传统的码本映射［2，3］、高斯混合模型［4］和隐马尔可夫模

型［5］. 随着深度神经网络（Deep Neural Networks，DNN）
大面积应用于图像超分辨率等计算机视觉任务，其强

大的拟合能力和快速运行速度给 SSR算法带来了另一

种思路 . 与传统的 SSR和ABE算法方法相比，端到端深

度神经网络不需要特征工程可以直接从LR信号XLR 生

成HR信号XHR. 首先著名的U-net［6］在医学图像分割的

成功应用启发了 Kuleshov 等人［7］，他们提出了经典的

SSR 模型 AudioUnet. Kuleshov 等人［8］通过引入 TFiLM
层，利用循环层学习到的信息对卷积的特征映射块进

行调制，解决了卷积在U-net中远程依赖建模方面的局

限性 . 在文献［9］中，Lim等人使用AudioUnet的结构结

合 XLR 的时域和频域一起生成 XHR 的波形信号 . Wang
等人［10］则使用 XLR 的短时傅里叶变换（Short-Time Fou⁃
rier Transform，STFT）频域 L1 损失函数和时域的 L1 损

失函数结合的 TF-loss 训练 AudioUnet 网络的 TF-Unet.
文献［11］提出了一种新的类似于快速傅里叶变换的结

构 FFTnet 并且使用了 Mel 频率损失函数去训练网络 .

生成对抗网络（Generative Adversarial Networks，GAN）［12］

的提出给超分辨率算法网络的训练提供了一种新的思

路 . 文献［13］提出的 SRGAN在图像超分辨率上细节信

息处理有了很大的提升 . 文献［14，15］使用 GAN 在语

音增强和语音生成方面有了不错的效果，这说明了

GAN对语音领域的提升效果 . 之后的文献［16，17］分别

基于 AudioUnet 和 FFTnet 结合 GAN 来训练网络 . 之后

的图像超分辨率研究［18，19］把GAN与Hinton［20］提出的胶

囊网络（Capsules Networks，CapsNet）结合，使图像超分

辨率有了不错的提升效果，这指出了本文的一个研究

方向 . 在文献［21］中，Huang 等人提出基于 DWPT 的

CNN 网络并结构结合小波损失来训练网络，可以实现

8 倍以上的超分辨率结果，这给了本文算法一个思路 .
文献［22，23］中Scaled Dot-Product注意力机制对序列处

理提供了新的想法 . 这种CNN结构不仅可以起到类似

于循环神经网络（Recurrent Neural Networks，RNN）的效

果，并且其基于 CNN 的基本结构可以有很快的运行速

度 . 这也给了本文算法很大的启发 .
本文所提出的算法直接对时域语音波形进行处

理，基于小波损失和生成对抗网络的网络架构，可以实

现较好的 2倍和 6倍超分辨率结果 . 相比于之前的基于

AudioUnet和 FFTnet的优化提升结构，本文提出一种新

的基于注意力机制的架构，并且提出了基于 DWPT 的

小波损失函数来替换原来的频域损失函数，带来性能

上的提升 . 基于CapsNet的GAN具有较强的鲁棒性，这

提出了一种新的训练语音 GAN. 本文算法整合了注意

力机制和 DWPT 等新的处理语音信号的方法，相比于

之前的算法，取得了更好的重构性能 .
2　Wavelet-SRGAN网络架构

与目前的大多数 SSR网络不一样，Wavelet-SRGAN
网络架构运用了注意力机制和小波包分解 . 图 1 描述

了整个网络使用流程 . 首先，使用 Bicubic 插值将 XHR

（8 kHz）插值到采样率为 16 kHz或者 48 kHz的信号 . 其

次输入用GAN来训练带有DWPT分解且参数为 θG的生

成器GθG
来进行超分辨率预测 . 相比频域运算的网络，本

文提出的网络架构是端到端型运算，具有较快的速度 .

图1　Wavelet-SRGAN
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2. 1　离散小波包变换

DWT本质上是一组带通滤波器 . 其通过反复使用

一组低通和高通滤波器来实现滤波 . 在实现DWT时使

用了几种滤波器，它们在系数的数量、期望的频率响

应、信号表示中的误差等方面各有优缺点 . DWT滤波器

是线性时不变系统，其输出可以使用卷积关系计算，卷

积关系涉及系统的输入、输出和脉冲响应 . 在 DWT 的

实现中，滤波器的输出需要下采样 . 与 DFT不同，对于

给定的滤波器和输入，可以使用多组 DWT 系数 . 在对

滤波器输出进行下采样时，我们通常采用偶数索引值 .
奇数索引值也是有效的 DWT 系数 . 此外，滤波器系数

可以按给定顺序或相反顺序使用 . 输入数据的边界扩

展可以以不同的方式执行 . 在任何级别的 DWT 分解

中，只有近似部分（频谱的低频部分）被进一步分解 .
DWPT使用的也是同样的带通滤波器，只不过在运算上

有区别 . 在DWPT中，细节部分（频谱的高频部分）也被

进一步分解 . 与独特的 DWT 表示不同，这种分解会导

致信号的许多表示 . 其优点是，可以使用冗余来选择与

某些标准有关的信号的最佳表示 . 这种方法为某些应

用提供了比 DWT 更好的解决方案 . 在文献［24］中，

Mallat提出了DWT的快速算法，DWPT也可以使用这一

快速算法 . 在一次DWPT分解中，输入信号分别于分解

高通 G (n)和分解低通滤波器系数 H (n)进行卷积运

算，之后进行二抽取运算 . 其输入与输出关系可以表

示为

Xa =X (n)*H (n)=∑
k

H (n - k)X (k) （1）
Xd =X (n)*G(n)=∑

k

G(n - k)X (k) （2）
Xa = Xa (2n) （3）
Xd = Xd (2n) （4）

其中，Xa 表示分解后的平均项，Xd 表示分解后的细节

项 . 之后 Xa 和 Xd 可以接着进行这一分解过程 Xaa，Xad，

Xda 和 Xdd 项 . 图 2示例了 DWPT的运算过程 . 在 DWPT
层中，本文选择的是Daubechies小波家族的Db1（Haar）
和 Db4小波并且经过 4次分解，所以输入长度为 l的序

列后输出长度变为
l

24
. 其中，Db1和Db4的分解高通和

分解低通滤波器系数可参考文献［25，26］.
2. 2　生成器架构

Wavelet-SRGAN 的生成器 GθG
的任务是生成输入

Bicubic插值后的 XLR 的高频部分 . 如图 3所示，本文设

计的网络架构具有两个支路 . 对于卷积层而言，k为卷

积核数，s 为卷积运算的步长，n 为通道数 . 本文的

DWPT层使用的是进行四次DWPT分解，所以信号的频

谱会产生 16个相等的子频带项 . 这 16个子带分别进入

32个通道、步长为 1、卷积核长度为 3的卷积层，之后按

通道连接成为一个张量 . 之后按图 3 结构，进行张量

运算 .

图 4示例了Attention1和Attention2网络块的架构 .
本文提出的注意力机制是不同于传统的 Scaled Dot-
Product 注意力机制 . Scaled Dot-Product 注意力机制的

矩阵乘积形式对于一维较长的语音序列而言，训练时

造成的张量维度太大 . 所以 Attention1 和 Attention2 使

用的是 Multiply 注意力机制并且取消了 Softmax 使用

Sigmoid归一化函数 . 对于 SubPixel层而言，其在图像超

图2　DWPT图

图3　生成器GθG
结构图
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分辨是一种更优的 Upsampling 层 . 在文献［27，28］中，

SubPixel层将通道和张量长度重组进行 Upsampling，减
少了重建时候的伪影 . 总的来说，本文的重建网络是将

尺寸为 L的插值语音信号 X，先分解为 (Nw l)的小波平

均和细节项 Ĉ = (Ĉ1 Ĉ2 ĈNw )（其中，Nw 表示分解后

的个数，l对应分解和的长度并且对应不同的数字频率

带信息），之后转化为尺寸为L的原始语音信号 Ŷ. 总的

来说，本文的网络可以定义为

Ŷ = ϕ ( XĈ ) = ϕ{X (Ĉ1 Ĉ2 ĈNw )} = ϕ ( Xφi( X ) )  （5）
其中，φi：RNW ´ l ®RL，i = 12NW 为信号到小波系数

的映射；ϕ为插值信号到超分辨信号的映射 .

2. 3　鉴别器架构

为了区分真实的XHR 和生成的XSR 样本，本文设计

了一个参数为 θD的鉴别器网络DθD
. CapsGAN用于图像

超分辨率研究［18，19］，它利用胶囊网络来输出最后的评

分，所以本文设计的鉴别器 DθD
也有相同的原理 . 鉴别

器 DθD
的架构如图 5 所示，其中也包含了 DWPT 层 . 基

于波形和小波包分解的鉴别器 DθD
有助于降低噪声和

梳状滤波伪影 . 本文使用 2 个跨步卷积来减少可训练

的参数数量和一个 CapsNet 层 . 胶囊网络（CapsNet）由

胶囊的计算单元组成 . 每个胶囊是一组嵌套在一起的

神经元，用向量表示特定特征的实体参数 . 这个向量表

示对象的位姿参数，向量的长度对应于该特定特征存

在的概率 . 每个向量乘以一个权重矩阵来预测每个高

级特征对应的向量 . 然后，动态路由评估这些预测的一

致性，并计算第二层每个胶囊的最终向量 . 与 CNN 不

同的是，CapsNet能够学习特征的层次结构和对象之间

的几何关系 . 这个独特的特性使CapsNet成为一个位姿

不变的网络 . 因此，在一些分类任务中，它的准确率和

学习速度［20］都超过了CNN. 本文采用的结构是 Primary

胶囊层有 16个胶囊，每个胶囊有 32个神经元 . 最后一

层包含 1个胶囊和 128个神经元 . 动态路由在三个迭代

中执行 . 由于CapsNet的输出是一向量并且激活函数使

用的是 squash，其定义为

v j =
|| s j

2

1 + || s j

2
×

s j

|| s j

（6）

其中，v j是胶囊 j的向量输出，s j是它的总输入，所以其输

出向量是一个长度为 0到 1的向量 . 为了解决对抗的最

小最大值问题，Goodfellow等人［12］进一步定义了一个鉴

别器网络DθD
与生成器GθG

交替优化的损失函数：

min
θG

max
θD

E é
ëlog (DθD( XHR ) )ùû + E é

ë
log (1 -DθD(GθG( XLR ) ) )ùû

（7）
所以对于 DθD

输出而言，可以去掉最后的全连接层和

Sigmoid函数，直接由向量的长度来代表DθD
的判断 .

2. 4　优化损失函数

本文定义的损失函数由三部分组成：（1）样本的L1
（Mean Absolute Error，MAE）损失 lcontent，也就是内容损

失；（2）样本小波包分解后的 L1 损失 lwavelet；（3）鉴别器

DθD
的对抗损失 ladversarial. 总的损失函数为这些函数的线

性组合，其定义如下：

l loss = lcontent + lwavelet + 10-2ladversarial （8）
2. 4. 1　内容损失

本文使用的内容损失函数是信号的MAE损失 . 使

用 n作为序列时间样本索引，N代表截取的样本序列的

总长度，内容损失函数定义为

lcontent( XSR XHR ) = 1
N ∑

n = 1

N

|| XSR( )n -XHR( )n （9）

(a) Attention1 (b) Attention2
图4　Attention1和Attention2

图5　鉴别器DθD
结构图
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仅仅最小化 MAE 损失很难捕捉高频纹理细节，从

而产生较差的感知结果 . 由于高频小波系数可以描述

纹理细节，本文将超分辨率问题从原始语音空间转化

为小波域，并引入基于小波的损失来帮助细节重建 .
2. 4. 2　小波损失

考虑 n级小波包分解，其中 n决定了超分辨率的尺

度因子 r 和小波系数个数 Nw，则 r = 2n，Nw = 2n. 设 C =

(C1 C2 CNw )和 Ĉ = (Ĉ1 Ĉ2 ĈNw )分别代表真实和

预测的小波系数，那么小波损失函数可以定义为

lwavelet(ĈC ) =
1
M ∑

m = 1

M ì
í
î

ü
ý
þ

λ1 || C1 (m)-C1 (m) +∑
i = 2

NW

λi || C i (m)-C i (m)

（10）
其中，设置不同的小波损失系数 λ的目的是平衡不同频

带小波系数的重要性 . 对于高频系数的权重较大的局

部纹理，可以给予更多的关注 . 对其中近似信息项约束
1
M ∑

m = 1

M

{ }λ1 || C1 (m)-C1 (m) 是捕获全局的拓扑信息，保证

了原始输入信息不丢失且有利于训练的稳定性 .
2. 4. 3　对抗损失

除了目前的内容损失和小波损失外，本文还加入

了对抗损失 . 对抗损失的目的是让生成器GθG
通过欺骗

鉴别器 DθD
，使生成的语音更多地驻留在自然语音上 .

鉴别器DθD
对训练样本的给出的概率为DθD

(GθG
(XLR )).

根据文献［13］提及的更好的梯度特性，本文训练时使

用BinaryCrossentropy作为对抗训练的损失函数 . 因此，

对抗损失定义为

ladversarial = -log (DθD(GθG( XLR ) ) ) （11）

3　实验结果与分析

为了验证本文算法的有效性，本文使用采样率为

48 kHz 的 VCTK 数据集［29］来进行模型的训练和测试 .
其中，VCTK数据集包括 110位不同口音的英语使用者

发出的语音数据 . 每位演讲者读出大约 400个句子，这

些句子选自报纸、彩虹段落和用于演讲口音档案的启

发段落 . 每个演讲者都有一组不同的根据增加上下文和

语音覆盖率的贪心算法选择的报纸文本 . 对于对比试

验，我们训练了文献［7］中的 AudioUnet，使用文献［10］
中的时频损失函数来训练 AudioUnet 得到的 TF-Unet，
训练了文献［8］中提及使用的 TFiLM 层的 AudioUnet
即 TFiLM-Unet 以及文献［11］中使用 Mel 频率损失的

FFTnet.
3. 1　实验设置与客观评价指标

本文的网络结构以及复现的网络结构都是使用

Tensorflow［30］这一深度学习架构来实现的 . 复现模型与

本文提出模型的预训练都使用Adam［31］优化器，初始学

习率 α1 为 0.000 1. 本文设置 batchsize为 2，对模型迭代

训练 500×103次，学习率按 0.9的指数每 5×103次衰减一

次 . 然后开始 50×103 次的对抗训练 . 对抗训练时，鉴

别器 DθD
选择 SGD［32］优化器，学习率 α2 设置为 0.001.

而生成器 GθG
则使用 Adam 优化器，学习率 α3 初始设为

0.000 01并且按 0.5的指数每 10×103次衰减一次 . 本文

选择客观评价指标有如下几个 .
（1）信噪比（Signal-to-Noise Ratio，SNR）为信号处理

文献中使用的一个基本评价标准，其定义如下：

SNR ( XSR XHR ) = 10log (  XHR

2

 XSR -XHR

2 ) （12）
（2）对 数 功 率 谱 距 离［33］（Log-Spectral Distance，

LSD），计算公式如下：

LSD ( XSR XHR ) = 1
L∑

l = 1

L 1
K ∑

k = 1

K ( )XSR ( )lk - XHR ( )lk
2

（13）
其中，l和 k为帧和频率的索引，XSR 和XHR 分别为XSR 和

XHR 的对数功率谱 . 对数功率谱幅值的计算公式为 S =

log | X |2，其中，X为分帧后信号的 STFT谱 . 本文引入这

一频域的评价指标来测试频域性能 .
（3）高频对数功率谱距离（High Frequency Log-

Spectral Distance，HFLSD），计算公式如下：

HFLSD ( XSR XHR ) = 1
L∑

l = 1

L 1
J ∑

j = 1

J ( )XSR ( )lj - XHR ( )lj
2

（14）
其中，j表示频率的索引 .

（4）尺度不变信号失真比（Scale-Invariant Signal-to-

Distortion Ratio，SI-SDR）［34，35］，它测量的是一个均匀的

比例因子的采样保真度 . 提出 SI-SDR的目的是作为误

差函数，原因是 SNR 这种传统的误差度量会根据信号

自身值和估计值进行缩放，进而增大 SNR. 所以 SI-SDR
确保残差确实与目标正交，可以缩放目标或缩放估计 .
对目标进行缩放，使残差与它正交，所以 SI-SDR可以定

义为

SI - SDR ( XSR XHR ) = 10log
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（5）VGG 距离（VGG-dis），指由预先训练的 VG⁃
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Gish［35，36］网络计算出的高分辨率语音 XHR 与超分辨率

语音XSR 嵌入层之间的L2距离 . 由于VGGish网络运行

于 Mel 频谱图上，并接受了广泛的语音分类任务的训

练，因此预期VGG距离能反映感知到的语音质量 .
（6）语音质量感知评估［37］（Perceptual Evaluation of 

Speech Quality，PESQ），这个指标的设计考虑了人类的

听觉感知，并显示出与主观听力测试的相关性高于单

纯的L1或L2距离 . 由于PESQ最高只支持 16 kHz采样

率信号，所以6倍超分辨率不作为评价指标 .
3. 2　实验结果与分析

为了公平对比，本文选择一样的测试语音数据集 .
表 1和表 2分别是 2倍和 6倍超分辨率的指标结果 . 本

文从以下的 6 个指标和参数量评价 Wavelet-SRGAN 模

型 . 本实验分别使用了两种 Daubechies 小波家族离散

小波Db1和Db4. 表 1所示是 2倍超分辨率的结果，本文

算法模型在 SNR 和 SISDR 指标中取得较好的结果 . 其

中，基于 Db1离散小波变换的 SRGAN 在这个两个指标

最好，分别是 21.04 dB 和 21.16 dB. 同时本文算法也取

得了较好的PESQ分数 . 本文由于使用的是基于时间域

的结构和损失函数，所以在 LSD 和 HFLSD 这个两个指

标上弱于使用 Mel 频率损失的 FFTnet 结构 . 表 2 所示

为 6倍超分辨率的结果，可以看出，同样使用 Db1小波

的 SRGAN取得了最好的SNR和SISDR，分别为18.50 dB
和 18.62 dB. 在 6 倍超分辨率的结果中，本文使用的

VGG-dis也取得了最小的距离，可以看出使用GAN来优

化的语音，其特征更加接近真实的语音信号 .

图 6 为各个模型生成的 2 倍超分辨率语音时域结

果图，可以看出，AudioUnet 和 TFiLM-Unet 生成的波形

结果有些平滑 . 使用频率损失函数的FFTnet和TF-Unet
在时域的表现比 AudioUnet 和 TFiLM-Unet 较好 . 但是

FFTnet 生成结果较差，高频分量明显较多 . 本文使用

Wavelet-SRGAN生成的时域结果较好 .
图 7 为 6 倍语音超分辨率的时域结果 . AudioUnet

和 TFiLM-Unet 生成的波形结果过于平滑，缺少较多高

频分量 . 而 FFTnet 引入过多的高频分量，有些失真 .
TF-Unet表现较好但是在一些位置有些失真 . 本文使用

Wavelet-SRGAN生成的时域结果较好，体现了原波形的

形状，也恢复了较多高频分量 .
图 8为 2倍超分辨率语音信号的频谱图 . 本文取语

音信号使用汉宁窗取 256个点为一帧，重叠数为 128个

点，使用512个点的FFT绘制出结果 . 可以看出，降采样

后损失较多频率成分 . 使用AudioUnet和TFiLM-Unet模

表2　6倍超分辨率算法指标对比

模型

AudioUnet[1]

TFiLM-Unet[8]

TF-Unet[10]

FFTnet[11]

Db1Waveletnet
Db4Waveletnet
Db1-SRGAN
Db4-SRGAN

指标

Parameters
70 977 154
70 977 154
68 221 186
4 014 081
3 450 647

34 501 647
34 501 647
34 501 647

SNR
18.40
17.94
16.08
14.28
18.48
18.32
18.50

18.37

LSD
7.68
7.68
7.07
6.76

7.37
7.74
7.39
7.75

HLSD
8.11
8.02
7.30
6.82

7.82
8.26
7.85
8.28

SI-SDR
18.42
17.94
16.02
14.35
18.50
18.33
18.52

18.38

VGG-dis
0.185
0.232
0.189
0.217
0.184
0.190
0.183

0.188

表1　2倍超分辨率算法指标对比

模型

AudioUnet[1]

TFiLM-Unet[8]

TF-Unet[10]

FFTnet[11]

Db1Waveletnet
Db4Waveletnet
Db1-SRGAN
Db4-SRGAN

指标

Parameters
70 977 154
68 221 186
70 977 154
4 014 081

34 501 647
34 501 647
34 501 647
34 501 647

SNR
19.09
20.06
18.73
16.07
21.04

20.86
21.04

20.80

LSD
7.12
6.38
6.01
5.67

5.84
6.30
5.83
6.31

HLSD
7.85
6.99
6.62
6.24

6.42
6.91
6.41
6.92

SI-SDR
19.13
20.14
18.76
16.01
21.15
20.97
21.16

20.91

PESQ
3.82
3.78
3.73
3.57
3.94

3.82
3.94

3.82

VGG-dis
0.151
0.141

0.147
0.186
0.161
0.170
0.160
0.171
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(a) 8 kHz低分辨率

(d) TFiLM-Unet

(g) Db1Waveletnet (h) Db4Waveletnet

(b) 16 kHz高分辨率

(e) TF-Unet

(i) Db1-SRGAN

(c) AudioUnet

(f) FFTnet

(j) Db4-SRGAN
图6　2倍超分辨率的波形图

(a) 48 kHz高分辨率

(d) TF-Unet

(g) Db4Waveletnet

(b) AudioUnet

(e) FFTnet

(h) Db1-SRGAN

(c) TFiLM-Unet

(f) Db1Waveletnet

(i) Db4-SRGAN
图7　6倍超分辨率的波形图
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型恢复的频谱结果较好，而FFTnet和TF-Unet恢复的频

谱有些过度补充 . 虽然本文的模型有些地方频谱恢复得较

空，但是由表1可以看出，这LSD和HFLSD差距不大 . 这更

加说明了使用Wavelet-SRGAN没有过度恢复频率成分 .
图 9 为 6 倍超分辨率的频谱结果图 . 本文是从

8 kHz 采样率恢复到 48 kHz采样率，从图 8的窄带频谱

和图9中的48 kHz宽带频率谱的对比中可以看出，损失

的频率成分十分多 . 在使用频率损失的TF-Unet和FF⁃
Tnet时频率恢复较好，在基于时域的AudioUnet，TFiLM-

Unet和本文提出的Wavelet-SRGAN中，频率恢复较差 .
这是因为本文算法模型是完全基于时间域的，不用在

训练时使用傅里叶变换，完全基于常数滤波器卷积层 .
而AudioUnet和TFiLM-Unet损失函数使用的是MSE，这

使时域波形图过于平滑 . 而且 TFiLM-Unet的 TFiLM 模

块引入了LSTM层，这种循环网络结构带来额外的训练

时间 . 而本文模型完全基于卷积神经网络，使用注意力

机制来代替LSTM层，这减少了训练时间 .
在国际标准中，统一使用平均主观意见分（Mean 

Opinion Score，MOS）来评价语音质量 . MOS用一个数字

表示，从 1分到 5分，其中 1分为最差，5分为最好 . 本次

算法 MOS得分测试通过微信问卷打分方式，收集到 32
人的测试结果 . 其中志愿者年龄集中在 20~25岁，男女

比例均衡 . 具体的得分情况如表3所示 . 可以看出，在2
倍超分辨率情况下，使用离散小波 Db1的 SRGAN 算法

得到的语音信号获得了最高的 MOS 得分，最接近于真

实的高分辨率算法 . 在 6倍超分辨率情况下，本文使用

较小参数量的网络可以接近最好的 AudioUnet 的 MOS
得分 .

(a) 8 kHz低分辨率

(d) TFiLM-Unet

(g) Db1Waveletnet

(j) Db4-SRGAN

(b) 16 kHz高分辨率

(e) TF-Unet

(h) Db4Waveletnet

(c) AudioUnet

(f) FFTnet

(i) Db1-SRGAN

图8　2倍超分辨率的频谱图
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4　结论

本文算法改进了目前使用的 LSTM 层的 TFiLM 模

块，提出一种新的适用于语音超分辨率的注意力机

制；提出了一种新的损失函数，在基于传统的 MAE 损

失函数中加入小波损失；使用小波损失去替换传统的

频率损失，来捕捉恢复语音信号部分的细节部分变

化，这带来一种新的思考方式 . 而且本文提出了一种

结合时域和小波系数的CapsGAN网络 . 胶囊网络输出

的并非一个常量而是向量，这可以很好地使用在鉴别

器中，以克服传统的 GAN 的不稳定性 . 而且本文的训

练集是多人语言数据集，这也体现了所提模型的泛化

性能 . 下一步则是使用例如散射变换其他的小波变换

去优化模型 .
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